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Resumo

A Qualidade de Vida é um estado de bem-estar, que intercorrelaciona diversos aspectos do
cotidiano e que pode sofrer interferéncias de fatores externos, muitas vezes dificeis de serem
identificados, principalmente quando sdo estudados grandes grupos de trabalhadores com diferentes
caracteristicas. A identificacdo destes fatores, potencialmente implicitos, podera auxiliar gestores de
empresas em suas tomadas de decisfes para melhoria da qualidade de vida de seus colaboradores e,
consequentemente, da produtividade. Realizou-se um estudo de caso em uma instituicdo publica e,
como instrumento de coleta dos dados, o WHOQOL-100. Para aquisicdo de conhecimento
implicito, foram percorridas as etapas do Processo de Descoberta de Conhecimento em Base de
Dados. Conclui-se que as técnicas de Data Mining, mais especificamente, as de Regras de
Associagdo, podem ser utilizadas para complementar a analise dos resultados de um instrumento de
pesquisa estruturada para surveys, principalmente quando se dispde de dados adicionais e se deseja
descobrir conhecimento implicito.

Palavras-chave: mineragdo de dados, WHOQOL-100, qualidade de vida, processo de descoberta
de conhecimento em base de dados.
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Abstract

Quality of Life is a well-being state which links several different aspects of everyday life and which
also may be suffer interferences from outside factors, being those at times difficult to be realized,
mainly when are studied carries large groups of workers with different characteristics. The
identification of such factors, potentially implicit, might serve managers as for their decisions when
it comes to improve the quality of life of their collaborators and consequently the productivity. A
Study of case was carried in a public institution, using the WHOQOL-100 as a data collector. In
order to obtain implicit knowledge, the Procedure of Knowledge Discovery in Databases phases
was taken, It is concluded that the Data Mining techniques, more specifically, the Rules of
Association ones, can be used as an addition when it comes to analysis results of an instrument of
study based upon surveys, mainly when additional data is held and the implicit knowledge is the
main focus to be figured.

Keywords: data mining, WHOQOL-100, quality of life, knowledge discovery in databases.

1. Introducéo

A Qualidade de Vida (QV), definida pela Organizacdo Mundial de Saide(OMS), como
“um estado de completo bem-estar fisico, mental e social, que ndo consiste apenas na auséncia de
doenga ou de enfermidade”, foi um tema de estudo ao longo dos anos, em diferentes momentos e
perspectivas, principalmente pds-revolucao industrial.

Atualmente essa temaética, também é foco de estudo da Engenharia de Producéo,
principalmente quando se aborda a Qualidade de Vida no Trabalho (QVT), pois as empresas estdo
em constante busca por qualidade, modificando suas atitudes, relacionadas a vida de seus
consumidores internos (colaboradores) e externos, e cada vez mais, preocupadas com suas
responsabilidades sociais.

Este estado de bem-estar, denominado Qualidade de Vida é o resultado de uma
intercorrelacdo entre diversas facetas do nosso cotidiano, que por sua vez podem sofrer influéncia
de fatores externos.

A identificacdo desses fatores, principalmente dos que prejudicam a Qualidade de Vida
pode auxiliar na elaboracdo de medidas que contribuam para a sua melhoria. Porém, na maioria das
vezes, eles sdo dificeis de serem identificados, devido a sua complexidade e interdependéncia,
principalmente quando se deseja monitorar grupos de trabalhadores com diferentes caracteristicas.

Diante desta realidade é de fundamental importancia aos gestores de qualidade da empresa,
buscar por alternativas para otimizar a identificacdo dos fatores que poderiam estar prejudicando a
QV e que poderiam passar despercebidos.

Entdo, definiu-se a seguinte pergunta a nortear a pesquisa: Como extrair conhecimento
implicito de Qualidade de Vida?

Partindo das premissas de que a QV deve ser observada de forma global (FOX-RUSHBY;
PARKER, 1995) e, de que o processo de tomada de decisdo pode ser auxiliado por ferramentas de
apoio a decisdo (FAYYAD et al., 1996), busca-se neste trabalho, a utilizacdo de uma ferramenta de
avaliacéo de qualidade de vida global e de uma ferramenta de apoio a tomada de decisdes.

Nesta perspectiva, procurou-se um instrumento que melhor avaliasse a qualidade de vida
de forma global, adotando-se como objeto de estudo, o Instrumento de Avaliacdo de Qualidade de
Vida - WHOQOL-100, considerado por Fleck (1999), um instrumento complexo, por contemplar a
qualidade de vida nos seus diferentes aspectos.

Considerando-se o grande nimero de questes do instrumento e de resultados gerados pela
sintaxe, mais a possibilidade de acréscimo de dados cadastrais e, considerando-se também, as
limitacdes da holistica humana, recorreu-se a Inteligéncia Artificial (1A) para complementar a
analise.
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Segundo Fayyad (1998), o ser humano ndo estd preparado para interpretar grandes
volumes de dados e/ou espacos multidimensionais. Nesta conjuntura, a Tecnologia da Informagéo
surge como a ferramenta necessaria para exercer esta funcdo, mais especificamente a 1A, com suas
técnicas de Data Mining.

A funcédo do Data Mining é garimpar informacdes ocultas, geralmente em grandes bases de
dados, ampliando ao méximo as comparacdes entre os dados e tornando o conhecimento implicito
em explicito (FAYYAD,1998).

A vantagem na adocéo do Data Mining ao invés de técnicas tradicionais da Tecnologia da
Informacdo, reside no fato das tradicionais exigirem que, inicialmente, hipOteses sejam
estabelecidas, para que entdo, sejam construidas consultas a fim de comprovar ou ndo estas
suposicdes, enquanto as técnicas de Data Mining tém maior independéncia do estabelecimento de
hipoteses iniciais.

Outro fator motivador é a inexisténcia de trabalhos utilizando técnicas de Data Mining em
dados coletados a partir do WHOQOL-100, pois os trabalhos existentes, geralmente se limitam a
analise proposta pelo Grupo WHOQOL (1993), para o instrumento, 0 que caracteriza o0 presente
trabalho como inovador.

Neste trabalho foi realizado um estudo de caso utilizando técnicas de Data Mining para
complementar a analise dos resultados de uma ferramenta de coleta e analise de dados.

Escolheu-se para estudo de caso a Universidade Estadual de Ponta Grossa (UEPG),
principalmente pela acessibilidade aos dados e por ser considerada uma das instituicdes que mais
emprega na regido dos Campos Gerais, com grande diversificacdo de mao-de-obra.

Este trabalho tem como objetivo extrair conhecimento a partir dos resultados do
WHOQOL-100 e como objetivos especificos inovar a analise dos resultados WHOQOL-100, com a
utilizacdo de técnicas de Data Mining e avaliar o quao interessante € o conhecimento extraido.

2. Instrumento de Avaliacdo de Qualidade de Vida - WHOQOL-100

A procura de um instrumento de avaliacdo de qualidade de vida dentro de uma expectativa
legitimamente universal fez com que a Organizacdo Mundial da Saude desenvolvesse um projeto
colaborativo internacional. Este projeto resultou na elaboragdo do WHOQOL-100, um instrumento
de QV composto por 100 itens (FOX-RUSHBY; PARKER, 1995).

O WHOQOL-100 é composto por 100 questBes que analisa seis dominios: Fisico,
Psicoldgico, Nivel de Independéncia, Rela¢es Sociais, Meio Ambiente e Espiritualidade / Crencas
Pessoais.

O instrumento proporciona uma avaliacdo minuciosa de 25 facetas, das quais uma
corresponde as questbes de QV geral, e as demais correspondem a 24 aspectos que estdo
distribuidas entre os 6 dominios (Quadro 1).

Quadro 1 - Aspectos e contemplados em cada dominio do WHOQOL-100

Dominios Aspectos Contemplados

01 |Dor e desconforto

| Fisico 02 | Energia e fadiga

03 | Sono e repouso

04 | Sentimentos Positivos

05 | Pensar, aprender, memaria e concentragao
Il | Psicologico 06 | Auto-estima

07 | Imagem corporal e aparéncia

08 | Sentimentos negativos

09 | Mobilidade

10 | Atividades da vida cotidiana

Il | Nivel de Independéncia
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11 | Dependéncia de medicacdo ou de tratamentos

12 | Capacidade de trabalho

13 | RelagGes pessoais

IV | Relagdes Sociais 14 | Suporte (apoio) social

15 | Atividade sexual

16 | Seguranca fisica e protecdo

17 | Ambiente no lar

18 | Recursos financeiros

19 | Cuidados de saude e sociais: disponibilidade e qualidade
20 | Oportunidades de adquirir novas informac@es e habilidades
21 | Participacdo em, e oportunidades de recreacéo/ lazer

22 | Ambiente fisico: poluicdo/ ruido/ transito/ clima

23 | Transporte

V | Meio Ambiente

Aspectos  Espirituais/  Religido/

VI :
Crencas pessoais

24 | Espiritualidade / religido / crencas pessoais

Fonte: Adaptado de WHOQOL Group (1993)

Segundo defini¢des de Vasconcelos (2002), o WHOQOL é classificado quanto ao tipo de entrevista
e possibilidade de tratamento estatistico das respostas, como um instrumento estruturado para
surveys.

3. Data Mining X KDD

O Data Mining compreende apenas uma das fases do processo KDD, referente a aplicacéo
de algoritmos para extracdo de padrdes em um processo de prospeccdo de conhecimento/padrdes
em bases de dados, envolvendo a automacdo da identificacdo e do reconhecimento de padrbes
(CARVALHO, 1999).

3.1 O Processo de KDD

O Processo de KDD surgiu em 1989, com o propoésito de encontrar o conhecimento
existente em uma base de dados e enfatizar o alto nivel das aplicacdes dos métodos de prospec¢édo
de dados (AMARAL, 2001).

Em 1995, depois da realizacdo de uma série de workshops (FAYYAD; UTHURUSAMY,
1994) sobre o assunto, foi realizada na cidade de Montreal no Canada, a primeira Conferéncia
Internacional de Prospeccdo de Dados (FAYYAD; UTHURUSAMY, 1995), quando se padronizou
o termo “Descoberta de Conhecimento em Base de Dados” como KDD - Knowledge Discovery in
Databases.

Esse processo tem por objetivo a extracdo do conhecimento implicito previamente
desconhecido e a busca de informac6es potencialmente Gtil sobre os dados (FAYYAD, 1998).

3.1.1 Etapas do Processo KDD
Segundo Fayyad (1998) sdo cinco os procedimentos basicos para a implantacdo deste

processo: selecdo dos dados, pré-processamento (limpeza e exploracdo), transformacdo, Data
Mining, interpretacdo dos resultados (Figura 1).
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Figura 1 — Etapas do Processo KDD
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AConheczmento

Em alto nivel de abstracdo, as etapas de KDD fazem parte de trés grandes grupos: pré-
processamento, aplicacdo de um algoritmo de Data Mining e pos-processamento (MICHALSKI,
KAUFMAN, 1998).

Fonte: Santos (2007)

3.2 Data Mining

Data Mining € a etapa que efetivamente busca extrair informagdo vélida, previamente
desconhecida e de maxima abrangéncia geralmente de grandes bases de dados, usando-as para
tomada de decisdes, que permitem aos usuarios explorar e inferir informacé&o Util a partir dos dados,
descobrindo relacionamentos escondidos no banco de dados (ADRIAANS; ZABTINGE, 1996).

O Data Mining é um éarea de estudo da Inteligéncia Artificial, que descende de trés
conceitos: da estatistica, da inteligéncia artificial (IA) e da Machine Learning (LM) (FAYYAD et
al., 1996).

3.2.1 Tarefas e Técnicas de Data Mining

As tarefas de KDD sdo dependentes do dominio da aplicacdo e do interesse do usuario.
Cada tarefa de KDD extrai conhecimento do banco de dados em distintas formas de apresentacao,
podendo requerer um algoritmo diferente para a extracdo de conhecimento (LOPES, 1999). As
tarefas em Data Mining tém como objetivo elementar, a predicdo e a descricdo (FAYYAD
etal., 1996).

A predicdo utiliza atributos para prognosticar o desconhecido ou os valores futuros de
outras variaveis de interesse, enquanto a descrigdo contempla o que foi descoberto nos dados sob o
ponto de vista da interpretacdo humana (CARVALHO, 1999).

Dentro desta perspectiva, segundo Viana (2004) as principais classes de tarefas de KDD,
sdo: associacao, classificacdo, clustering.

Alguns autores (RODRIGUES, 2000), apresentam um grande nimero de técnicas de Data
Mining, considerando as tarefas. No entanto, cinco delas englobam as demais (CARVALHO,
1999). Sdo elas: técnicas de redes neurais, regras de inducdo, arvores de deciséo, analise de séries
temporais e visualizagdo (CARVALHO, 1999; CARVALHO, 2001).

37



O Quadro 2 apresenta as técnicas mais utilizadas na mineragédo de dados de acordo com as
principais tarefas de KDD:

Quadro 2 - Problemas e respectivas Tarefas e principais Técnicas de Data Mining utilizadas para sua solucdo

Problema Tarefa Técnica Exemplos de Algoritmos mais Utilizados
Predicio Regressdo ] Regressdo Cart, M5
¢ Classificacao Arvore de Decisdo JA8
Associagdo Regras de Associagdo Apriori, Dhp, Abs, Sampling
Descricéo Particionamento K-Means
Agrupamento - -
Hierarquia Hac

Fonte: Adaptado de Viana (2004)

A escolha da técnica mais apropriada depende dos objetivos da pesquisa, do tipo de
extracdo desejada e das caracteristicas dos dados.

3.2.2 Tarefa de Associacao

A tarefa de Associacdo (AGRAWAL; SRIKANT, 1994), tem como objetivo descobrir
regras de associacdo (RA), que séo expressdes X - Y, onde X e Y sdo conjuntos de itens, X N
Y = @. Cada regra é um relacionamento SE (X) ENTAO (), onde os conjuntos de itens X e Y
frequentemente ocorrem juntos em uma mesma transacdo (registro), que indicam que na base de
dados contém instancias nas quais existe o conjunto X e também contem a presenga de Y.

Um exemplo de uma regra do tipo X - Y poderia ser: 90% dos consumidores que
compram carvdo e carne (elemento X), também compram cerveja (elemento Y). O valor 90% ¢
dito a confianca da regra, ou seja, representa o numero de consumidores que compram cerveja,
dividido pelo nimero de consumidores que compraram carvao e carne.

Além do valor de confianca, uma RA pode ser avaliada através de outras medidas de
interesse que serdo apresentadas na sec¢do 4 deste trabalho.

4. Medidas de Interesse

As Medidas de Interesse sdo indicadores utilizados para avaliar a qualidade e/ou o grau de
interesse de uma regra (padrdo descoberto) e podem ser classificados em Subjetivos e Objetivos
(MCGARRY, 2005).

Nas Medidas de Interesse Subjetivas, o grau de interesse da regra é avaliado pelo usuério,
levando em consideracdo as suas expectativas e conhecimento prévio dos dados (SILBERSCHATZ;
TUZHILIN, 1995). Enquanto, nas medidas de interesse objetivas, as regras sao mensuradas a partir
de formulagdes estatisticas/matematicas.

4.1 Medidas de Interesse Subjetivas
As técnicas subjetivas de avaliacdo de uma regra, geralmente operam comparando as
crengas de um usudrio contra os padrdes descobertos através de Data Mining (MCGARRY, 2005).
Através dessas medidas normalmente se determina, se um padrdo ¢é “atil” e/ou
“inesperado”. No entanto, o padrdo encontrado, podera receber diferentes julgamentos, dependendo
do usuario e dos seus objetivos (SILBERSCHATZ; TUZHILIN, 1995).
4.2 Medidas de Interesse Objetivas

As medidas de interesse objetivas mais conhecidas para avaliar uma RA sdo Suporte e a
Confianga. A primeira corresponde ao indice de ocorréncias de registros com 0S mesmos
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antecedentes da RA na base de dados, e 0 segundo corresponde ao indice de registros com 0s
mesmos antecedentes que atendem a RA.

A utilizagdo apenas destes parametros de medidas, proporciona a geracdo de muitas regras,
entre elas, regras Obvias, de baixo interesse, redundante ou contraditorio, tornando a analise muitas
vezes impraticavel.

Para amenizar estes problemas, pesquisadores desenvolveram outras medidas estatisticas
para avaliar as regras, entre eles, Tan (2002) apresenta em seu estudo aproximadamente vinte
medidas de interesse.

Neste trabalho foram utilizadas cinco medidas, disponiveis no software WEKA, que seréo
descritas a seguir, sdo elas: Suporte, Confianca, Lift, Rule Interest (RI), Conviccao.

4.2.1 Suporte

Existem varias, equacGes para calcular o suporte. Neste trabalho utilizou-se a férmula
proposta na implementada do algoritmo Apriori por Borgelt e Kruse (2002), que corresponde ao
indice de freqiéncia de um determinado item ou grupo de itens na base de dados, calculado atraves
da Equacéo 1:

Equacéo 1 - Suporte
_ R ()
S(X) -
Tr

onde:
S xy € o indice de suporte;

R *) € 0 nimero de registros com o objeto x; e
Tr  é ondamero total de registros na base de dados.

4.2.2 Confianca

Uma regra de associacdo € composta de dois elementos, um antecedente (condi¢do) e um
consequente (resposta). O antecedente deve implicar (=) na ocorréncia do consequente.
Dada a seguinte RA: A - B, o seu valor de confianca é calculado a partir da Equacéo 2.

Equacdo 2 - Confianga

C _ S(AUB)
(A—>B) — S
QY
onde:
C(AHB) € o indice de confiabilidades da RA;

S(AUB) é suporte do antecedente e conseqiiente, juntos; e

S(A) é o suporte do antecedente.

Esta medida representa, dentre as transagdes que contém o item “A”, o indice de vezes que
as transagdes que também contém o item “B”
Os valores de confianca variam de 0 a 1.
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4.2.3 Lift

O valor de Lift, utilizado para verificacdo do indice de dependéncia do consequente em
relacdo ao seu antecedente, é calculado a partir da Equacéao 3:

Equacdo 3 - Lift

L . C(A—)B)
®)

onde:
L a_,g €0 indice de Lift da RA;
C a5 € a confiabilidade da RA; e

S ®) é o suporte do conseqiiente na base de dados.

O valores de Lift variam de 0 a 0.
O valor do indice igual a 1 indica independéncia (Lift =1) entre os elementos da RA.

Enquanto para os demais valores indicam, dependéncia positiva (Lift >1) ou negativa (Lift <1).

4.2.4 Rules Intereset

O valor de RI, também conhecido por Leverage, nome do seu criador, também € utilizado
para verificacdo do indice de dependéncia do conseqiiente em relacdo ao seu antecedente, é

calculado a partir da Equacao 4:
Equacdo - Rules Intereset ou Leverage
RI(A—)B) = S(real) _S(Esperado)

onde:
RI A_ &) ¢ o indice de lift da RA;

S(rea|) é o suporte rel, equivalente a S(AUB) e

S(esperado) é o suporte esperado, equivalente a S(A) *S(B) .

Os valores dos indices de RI sdo bem menores que os de Lift, e variamde —90 a0.

O valor do indice igual a zero indica independéncia (Rl = 1) entre os elementos da RA.
Enquanto para os demais valores indicam dependéncia positiva (Rl > 1) ou negativa (Rl < 1).

A diferenca entre os dois indices: Lift e R, esta relacionada ao valor de suporte, o primeiro é
mais preciso para identificar o nivel de dependéncia entre elementos de RA de maior suporte,

enquanto o segundo, para 0s de menor suporte.
Os dois indices apenas apresentam o grau de dependéncia entre o0s antecedentes e

conseqliente, porém, ndo identificam o elemento implicado.

4.2.5 Convicgao

A medida de Conviccéo foi introduzida por Brin et al. (1997) e € utilizada para indicar o
grau de implicagdo do antecedente no consequente, que é calculado a partir da Equacéo 5.
Segundo Brin et al. (1997), as regras potencialmente implicitas (consideradas interessantes),

possuem o indice de convicgao entre 1.1 a 5.0.
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Equacéo 5 - Convicgéo

S *(1-S
CVip oy =2 (1-Sg)

Sa) ~Seaue)
onde:
CV(a_,g ¢ o indicede conviccdo dara;

S (A) €o0suporte do antecedente;

S(ﬁB) é o0 suporte sem o conseqiente, equivale a 1- S(B) ;e

S(AuﬁB) é suporte do antecedente sem o consequente, equivale a S(A) - S(AUB)

O valor do indice igual a zero indica independéncia (Cv = 0) entre os elementos da RA.
Enquanto para os demais valores, indicam dependéncia positiva (Cv > 0) ou negativa (CV < 0).

Para exemplificar, temos na Tabela 1, a esquerda, uma base de dados com 10 registros
compostos de trés itens cada e, a direita, a distribuicdo de cada item na base de dados.

Tabela 1 — Itens dos Registros em uma Base de Dados e sua Distribui¢do

N Distribuigdo dos itens na base de dados

Registro Itens & A v . ° - o
1 K Y ¢ X X
2 K ) A X X
3 S O A X X
4 o o A X X
5 S ¢ [ X X
5 v & A X
7 vV B A X
8 vy B A X
9 v O ¢ X X
10 v @) ] X X
Total 5 6 5 4 4 4 2
Suporte 05 06 05 04 04 04 02

Fonte: Santos (2007)

O suporte de cada item do banco de dados foi calculado através da Equagéo 1.
Para exemplificar a aplicacdo dos indices, no processo de selecdo objetiva das RA, temos as
seguintes regras como suas respectivas unidades de interesse:

(1) > ® S(;)=0.4; S0)= 0.5; S(aye)=0.4; C=1;L=2; RI=0.2; Cv = 0)
(2) ®> b Sq)=0.5; S(s)= 0.4; S(@uap)=0.4; C=0.8; L=2; RI=0.2; Cv = 3)

(3) @ > M S(4)=0.4;S &)= 0.6; S ¢ ua)= 0.1; C= 0.25; L= 0.42; RI= -0.14; Cv= 0.53)
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(4) &> €5,)=0.4;S ¢)=0.4; S au ¢)= 0.1; C=0.17; L= 0.42; RI= -0.14; Cv= 0.72)
(5) € > ¥S4)=0.4;S.¢)=0.5; S(¢ uw)=0.2; C=05; L= 1; RI=0; Cv=1)

(6) ¥ > €S ¢)=0.5;S¢)=0.4; Swue)=0.2; C=0.4; L= 1;RI=0; Cv=1)
Observando-se as RA 1 e 2, a partir das unidades de interesse de Lift e RI, conclui-se que
existe dependéncia positiva entre 0 antecedente e consequente. E a partir do indice de Conviccao,

sabe-se que o item “®” depende do item “#h”, € 0 inverso ndo ocorre.

As RA 2 e 4 indicam que existe dependéncia negativa entre os termos “ 4 ” ¢ “#N”, que a
medida que um deles ocorre na base de dados, diminui a possibilidade da ocorréncia do outro e; que

existe a possibilidade do elemento “ 4 »[_| [ ] ndo ocorrer em fungio da ocorréncia de « M de 0.53
vezes (RA 2), enquanto, a possibilidade do elemento “#”[ [ ] n3o ocorrer em funcdo da

ocorréncia de “ 4 ” de 0.72 vezes (RA 4).
Como exemplos de RA que indicam independéncia entre os itens, temos as RA 5 e 6. Estas

indicam que os elementos “ 4 ¢ “¥” apesar de aparecerem juntas em 20% das transa¢des, nio
dependem um do outro para ocorrerem.

5. Metodologia

Segundo as defini¢cbes de Vasconcelos (2002) é classificada: quanto ao objeto como
Tematica ou Focal simples; quanto ao tipo do objeto e as fontes a serem investigadas classifica-se
como Meta-analise; quanto a natureza dos dados e da andlise é classificada como Mista; quanto aos
objetivos, aplicacdes e tipo de conhecimento implicado é considerada Aplicada, pois articula dentro
de diferentes ciéncias (Engenharia de Producdo, Saude, Ciéncias da Computacéo).

Aplicou-se 0 WHOQOL-100 através de amostragem probabilistica por conglomerado,
atingindo grupos de individuos de diversos niveis e segmentos, totalizando 267 agentes
universitarios (31,84% da populacgdo), equivalentes a 45,95% dos funcionarios lotados no Campus
da Universidade.

A andlise de dados foi realizada em dois momentos. No primeiro foi utilizado o protocolo
tradicional (WHOQOL Group, 1993), porém, sem a utilizacdo do software SPSS. E no segundo
momento, utilizou-se o Processo de KDD, como um protocolo complementar, destinado a aquisi¢cdo
de conhecimento implicito, através de técnicas de Data Mining de Regras de Associacao.

6. Aquisicdo de Conhecimento Implicito de Indicadores de Qualidade de Vida

Nesta proposta de pesquisa, técnicas de Data Mining de Regras de Associacdo formam
utilizadas para encontrar conhecimento implicito no relacionamento entre os resultados do
WHQOOL-100 e informacdes cadastrais da amostra.

Para utilizacdo das técnicas de Data Mining foram percorridas as etapas do processo de
KDD (Figura 2).
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Figura 2 — Etapas do Processo de KDD Desenvolvidas na Pesquisa
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Fonte: Santos (2007)

O processo de KDD, segundo Michalski e Kaufman (1998), é composto basicamente de
trés macro-etapas, que serdo descritas a seguir, sdo elas: Pré-processamento de Data Mining, Data
Mining e Pds-processamento de Data Mining.

6.1 Pré-Processamento para Data Mining

Esta etapa foi realizada através de cinco sub-etapas. Iniciou-se com a implementacdo da
base de dados e foi finalizada com a transformacéo dos dados.

6.1.1 Implementacéo da Base de Dados
A base de dados foi implementada a partir do entendimento da sintaxe de andlise de dados

(GRUPO WHOQOL, 1995) e da relacdo de dependéncia entre os resultados e os dados de entrada
(respostas na escala Likert) (Figura 3).
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Figura 3 — Relagdo de Dependéncia entre as Questles, Facetas e Dominios de QV
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A Figura 3 representa a relacdo de dependéncia entre dominios, facetas e as respostas do
questionario.

6.1.2 Conhecimento da Base de Dados

Apbs o desenvolvimento da sintaxe do WHOQOL-100, através dos softwares MS Access e
MS Excel, chegou-se aos seguintes resultados dos indicadores de QV.

Figura 4 - Médias: Dominio, QGQV e Média de QV

Fisico | | | | | 57.‘44

Psicolégico | | | | | 67.16

Nivel de Independéncia | | | | | | 75.74

Relacdes Sociais | | | | | | 67.71

Meio Ambiente | | | | | 5576
Espiritualidade | | | | | 81.p6
FOUS S ——— —
0.0 121.5 251.0 37|.5 5{::.0 62:.5 750 875 1ool

Fonte: Santos (2007)

O Dominio Meio Ambiente apresentou os piores indicadores de QV, enquanto o0 Dominio
Espiritualidade apresentou os melhores escores de QV.

Foi convencionada, uma media de QV, a partir da média aritmética entre os dominios e
QGQV, que resultou em 67,5% da possibilidade maxima da escala de QV.

A Figura 5 apresenta a média dos aspectos de QV.
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Figura 5 - Aspectos de Qualidade de Vida

Dior e desconforto ' L5325
Energia e fadiga | l l l l 16167
Sono e repouso | l l l l 1 64 .06
Sentimentos positivos | l l l l ‘ 163 61
Fensar, aprender, memoria e concentragao | l l l l ‘ 1 G665 86
Auto-estima | l l l l ‘ 1| 7411
Imagem corporal e aparéncia | l l l l ‘ I 2|03
Sentimentos negativos | ! ! ! 41 46‘ ‘
Mobilidade | l l l |74 80
Atfividades da vida cotidiana | l l l l ‘ 1|73.80
Dependéncia de medicagao ou de tratamentos | l l 26.01 ‘ ‘ ‘
Capacidade de trabalho | l l 180.55
Relagdes pessoais | l l l l ‘ 1 (7372
Suporte {apoio) social | l l l l 1 ‘69 a1
Atividade sexual | l l l l 169.3
Sequranga fisica e protecio | l l l |‘49 24 ‘
Armbiente no lar | l l l 1 6972
Recursos financeiros | l l l || S0.42
Cuidados de salde e sociais: disponibilidade e qualidade | l l l \!49.69
Oportunidades de adquirir novas informagdes e habilidades | l l l l 1 5732
Faricipacdo em, e oportunidades de recreacéoflazer | l l l || 50.20
Ambiente fisico: (poluigaoiruidoftrénsitolclima) | l l l l 155,38
Transporte | l l l l 1 64.30
Espiritualidade/religido/crencas pessoais | l l l l ‘ 1 3126
Qualidade de Vida do ponto de vista do avaliado | ! ! ! ! 1 16553 ‘
0.0 12.5 25.0 375 a0.0 G2.5 75.0 87.5 100

Fonte: Santos (2007)

O conhecimento da base de dados permitiu identificar os piores dominios e aspectos
de QV, que foram definidos com atributos metas® para investigacdo através de RA, sdo eles:
Dominio Meio Ambiente; Aspecto Dor e Desconforto e Cuidados de Saude e Sociais (pior
aspecto do pior dominio).

6.1.3 Enriquecimento da Base de Dados

O enriguecimento da base de dados foi realizado com a inclusdo de 32 atributos
cadastrais da amostra e de 106 atributos disponiveis em trés atos publicos (UEPG, 2006).

6.1.3.1 Limpeza dos Dados

Esta etapa, apesar de apresentada nesta sequiéncia, iniciou-se durante o conhecimento
da base de dados enriquecida, onde foram realizadas SQL especificas que resultaram na
identificacdo de ruidos e registros duplicados, que em seguida foram eliminados ou
substituidos por dados apropriados.

6.1.3.2 Conhecimento Base de Dados Enriquecida

Durante a analise dos dados, através das ferramentas de pré-processamento do
WEKA, observou-se que muitos atributos do tipo l6gico, como por exemplo, os atributos
correspondentes as competéncias dos servidores, evidenciavam baixos ou nenhum ganho de
informacdo, devido a baixa ou inexistente frequéncia de algumas classes. Entdo, os atributos
I6gicos, com as classes de menor freqliéncia, inferiores ao valor minimo do suporte adotado
foram eliminados (retorno a etapa anterior), pois naturalmente, estas classes, ndo apareceriam
nas RA, enquanto as classes contrarias estariam presentes em grande parte das regras. Este
procedimento resultou na diminui¢do de 17 atributos, o que diminuiria consideravelmente o
namero de RA com baixo grau de interesse (com conhecimento 6bvio).

46



Os demais atributos com baixo ganho de informacgdo foram mantidos, ficando em
funcdo dos algoritmos de selecdo a sua eliminacdo. Pois, observou-se que a supressdo de
alguns desses atributos interferia na selecdo de determinados grupos de atributos, devido ao
fato de que, o algoritmo avaliador utilizado na sele¢do, busca preferencialmente,
intercorrelacOes envolvendo classes de baixa frequiéncia.

6.1.3.3 Transformacéo dos Dados Enriquecidos

Para utilizacdo da técnica de Regras de Associagdo, o algoritmo minerador Apriori,
exige que os dados de entrada estejam categorizados. Entdo, todos os atributos do tipo
numérico foram substituidos por duas novas tipagens, logica e categorica, totalizando 128
atributos cadastrais.

Segundo o Grupo WHOQOL (1995) ndo existe uma normalizacdo padrdo para 0s
resultados do WHOQOL-100, e que havendo essa necessidade, sugerem que seja realizada
através do seu respectivo grupo focal. Porém, tendo em vista a necessidade de categorizacao
dos resultados e, conhecendo-se 0s valores maximo e minimo da escala centesimal, adotou-se
uma escala de Likert (Figura 6) para classificacao dos resultados.

Figura 6 - Escala de Classifica¢do dos Resultados

Escalas
I | | | I
] ] 1 1 ]
Positiva Péssimo Ruim Médio Bom Excelente
Resposta : : : : :
Negativa | Excelente Bom Médio Ruim Péssimo
| | | T |
| | | | I
. 0 10 20 30 40 50 60 70 80 20 100
Centesimal Lo L

TN [T (TR AN TR Y N Y N ST
Fonte: Santos (2007)

Através de SQL, os resultados formam transformados em variaveis ordinarias de
avaliacdo de QV, considerando as caracteristicas dos Aspectos ou Dominio e os intervalos da
Figura 6.

6.1.4 Selegéo e Transformagéo dos Dados

A selecdo e transformacéo dos dados foram realizadas no ambiente WEKA.

Inicialmente configurou-se um driver ODBC (Open Data Base Connectivity) para
conectar o software WEKA ao MS Access. Através desta integragdo foi possivel executar
SQL no WEKA, fazendo a transformacdo dos dados para o formato arff, exigido pelo
ambiente.

Foram selecionados através de SQL 160 atributos: 32 indicadores de QV e 128 dados
cadastrais.

6.1.4.1 Selecdo de Atributos Relevantes

Nesta sub-etapa foram selecionados os atributos relevantes, para evitar a geragéo na
etapa subsequiente de regras Obvias ou casuais (resultante de correlacdes espurias).
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Para a selecdo desses atributos foi utilizado o filtro AttributeSelectio, composto pelo
avaliador de atributos CfsSubsetEval (Correlation-based Feature Subset Selecion), através do
método de busca Best Fisrt.

Esse algoritmo avalia o valor de um subconjunto de atributos considerando a
capacidade preditiva individual de cada atributo, juntamente com o grau de redundancia entre
eles (HALL, 1998).

A selecdo dos dados foi realizada de forma aciclica, buscando-se relacionamentos
entre cada um dos indicadores de QV (Facetas, Dominios e MQV) e os dados cadastrais,
gerando 32 grupos de dados.

Cada grupo de dados foi selecionado de forma supervisionada. Separou-se,
inicialmente, apenas um indicador de QV e todos dados cadastrais (111 atributos) em um
Gnico arquivo. Cada indicador de QV foi configurado como atributo meta® (atributo de
referéncia), durante a aplicacdo do filtro para selecdo dos atributos relevantes em cada grupo
de dados.

Depois de realizados os procedimentos acima mencionados, foram encontrados 14
atributos classificados como previsores dos aspectos e dominios de QV da amostra,
apresentados na Tabela 2.

Tabela 2 — Percentual dos Atributos Metas atendidos pelos Atributos Previsores
% Atributos Metas

Item Atributo Previsor —
Dominios Facetas
1 Lotac&o 100 100
2 Bairro 83.33 96
3 Ultimas Férias 50 48
4 CSN 33.33 40
5 Alfabetizado 16.67 0
6 Competéncia: Agilidade 16.67 0
7 Competéncia: Atengdo 16.67 0
8 Competéncia: Condicionamento Fisico 16.67 0
9 Competéncia: Trabalho em Equipe 16.67 8
10 Funcdo Anterior 16.67 48
11 Sancédo Disciplinar 16.67 0
12 Competéncia: Asseio Pessoal 0 4
13 Disfuncdo Temporaria 0 4
14 ParticBes em Atividades Administrativas 0 4

Fonte: Santos (2007)

O atributo lotagdo foi selecionado em todos lotes de dados como previsor dos
diferentes aspectos e dominios de QV.

O atributo bairro foi classificado previsor de 83.33% dos Dominios e 96% dos
aspectos de QV. Néo ¢ considerado atributo previsor apenas do Dominio Fisico e do Aspecto:
Participacdo em oportunidades de recreacéo/ lazer.

O salario representado pelo atributo “CSN” foi considerado atributo previsor de dois
dominios: Psicolégico e Meio Ambiente e, 40% dos aspectos de QV.

O periodo do gozo das ultimas férias foi classificado como atributo previsor dos
dominios: “Psicologico”, “Relagdes Sociais” e “Meio Ambiente” e, de 48% dos aspectos de

QV.

! Atributo meta: termo adotado neste trabalho para identificar o atributo de referéncia utilizado na selegdo dos
atributos relevantes de um grupo de atributos. Termo geralmente utilizado em tarefas de Data Mining
classificagéo.
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A funcgéo ocupada antes do PCCS foi considerada um atributo previsor do dominio
Meio Ambiente e 48% dos aspetos de QV.

O dominio “Meio Ambiente” apresentou o maior nimero de atributos previsores
(Figura 7).

Figura 7 — Atributos inter-relacionados com o Dominio Meio Ambiente

Dominio Meio Ambiente
(atributo meta)

5 Sancao Disciplinar

Classe, Série. Nivel (CSN) Ultimas Férias

Alfabetizado
Fonte: Santos (2007)

Neste trabalho, apos a constatagdo de que o atributo “Sangdo Disciplinar” e
“Disfun¢dao Temporaria”, sdo atributos previsores de QV, mais especificamente do Dominio
Meio Ambiente (Figura 8), decidiu-se verificar se existia dependéncia positiva destes
atributos, com outros indicadores de QV. Esta investigacdo resultou na selecdo dos
indicadores de QV que poderiam estar contribuindo na ocorréncia de sangdes disciplinares ou

disfuncdo temporarias. A Figura 8 apresenta oito atributos previsores do atributo “Sancao
Disciplinar”.

Figura 8 - Atributos inter-correlacionados com o Atributo San¢do Disciplinar
Sancgdo Disciplinar
(Atributo Meta)

D5 - Meio Ambiente@r 1o @F1 - Dor e desconforto

D3 - Nivel de Independéncia®--.. F8 - Sentimentos negativos

,,,,,,,

F23 - Transporte "®F18 - Recursos financeiros

F20 - Oportunidades de adquirirg 2F19 - Cuidados de saude e sociais:
novas informacgdes e habilidades disponibilidade e qualidade

Fonte: Santos (2007)

A Figura 9 apresenta seis indicadores de QV que poderiam estar interferindo na
ocorréncia de disfungdes temporarias.
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Figura 9 - Atributos inter-correlacionados com o Atributo Sancdo Disciplinar
Disfuncdo Temporaria
(Atributo Meta)

D3 - Nivel de Independénci 1 - Dor e desconforto

... tF11 - Dependéncia de medicacao

F18 - Recursos financeiros® "~ " /"
ou de tratamentos

F17 - Ambiente no 12 - Capacidade de trabalho
Fonte: Santos (2007)

Esta etapa de selecdo de dados permitiu identificar os dados relevantes para a
realizacdo da mineragéo de dados. Uma vez identificada a correlagéo, buscam-se modelos que
possam predizer as variaveis dependentes em funcdo de varidveis previsoras (BATANERO,
1999).

6.2 Data Mining

Esta etapa também foi realizada de forma aciclica. Ap6s cada selecdo de atributos
(etapa anterior), foi aplicado o algoritmo Apriori (AGRAWAL; SRIKANT, 1994).

O algoritmo permite trabalhos com grande nimero de atributos, gerando vérias
alternativas combinatorias entre eles. Realiza buscas continuas em toda a base de dados,
mantendo um O6timo desempenho em termos de tempo de processamento (AGRAWAL;
SRIKANT, 1994).

A configuracdo do algoritmo no Ambiente WEKA, permitiu definir apenas duas
medidas de interesse, o suporte e mais uma (Confianca ou Lift ou Leverage ou Convic¢éo).
Entdo, definiram-se as seguintes configuracbes minimas: Suporte = 0.01 (equivalente a trés
registros) e Convicgcdo = 1.1 (dependéncia positiva). Mantendo-se as demais configuracdes
padroes.

Estes procedimentos resultaram na geracdo 327157 RA, distribuidas em 34 arquivos
de saida.

6.3 Pds-Processamento de Data Mining

Esta etapa iniciou-se com a transformacéo dos resultados da mineracdo de dados e
foi finalizada na sub-etapa de conhecimento adquirido.

6.3.1 Transformacéo

Apbs a geracdo das RA, os resultados foram transformados em uma base de dados
com os resultados identificados por atributo meta.

6.3.2 Selecdo das Regras de Associacdo

No processo de selecdo das RA utilizaram-se medidas de interesse subjetivas e
objetivas.

Definiu-se como medida de interesse a subjetividade, a preferéncia por regras que
possuiam no seu consequente, os piores indicadores de QV (identificados na etapa de
conhecimento da base de dados); os dados cadastrais (identificados na etapa de selecéo de
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dados) que possivelmente sofreriam interferéncia dos indicadores de QV; a média de
Qualidade de Vida e; as Questbes Gerais de Qualidade de Vida.

Segundo Silberschatz e Tuzhilin (1995), o grau de interesse de uma RA é avaliado
pelo usuario, levando em consideracao as suas expectativas e conhecimento prévio dos dados.

Como expectativa do usuario, procurou-se identificar entre os indicadores de QV, 0s
atributos mais preditivos entre eles, pois a inferéncia direta sobre o atributo previsor poderia
contribuir na alteracdo dos atributos dependentes. Entdo, buscou-se identificar os atributos
previsores do maior numero de atributos dependentes, considerando-se preferencialmente,
aqueles que nao possuiam dependéncia funcional. Esta identificacdo foi possivel através do
uso do filtro AttributeSelectio, onde foi possivel identificar como atributos mais promissores
para sofrer algum tipo de inferéncia, as QGQV e o Aspecto Seguranca fisica e protecao (F16),
pois se apresentam com atributos previsores mais frequentes nos grupos de dados
selecionados.

O atributo QGQV foi considerado atributo previsor de 11 indicadores de QV, e nédo
possui dependéncia funcional de nenhum deles. Enquanto o Aspecto Seguranca Fisica e
Protecdo foi considerado atributo previsor de 11 indicadores de QV, dois quais, apenas dois
possuiam dependéncia funcional (D5 e MGQV).

As medidas de interesse objetivas adotadas foram:

— Dependéncia positiva do atributo meta;

— Dependéncia positiva potencialmente implicita (Convicgdo < 5.0);

— Confianca >= 0.60 (equivalente ao minimo de 3/5 dos antecedentes);

— Separadas por classe do atributo meta; e

— Ordenadas pelos maiores valores de: Suporte, Confianca, Conviccdo, Lift e

Leverage; e

— Maior nimero de itens no antecedente da RA.

Depois de delimitada a estratégia de selecdo, as RA formam selecionadas atraves de
SQL especificas ou de processos de buscas simples (em arquivos menores) e contabilizadas
na, onde se pode verificar a significativa contribuicdo das unidades de medidas na diminuicéo
dos custos com o processo de pos-processamento.

A partir dos dados da Tabela 3, observou-se uma diminuicdo no nimero de RA
avaliadas de 4,20% de forma subjetiva, e de 99% de forma objetiva.
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Tabela 3 — Total de RA com os Resultantes

Total de RA
Atributos metas da 8 g Processo de Busca "
Intercorrelagio: 373 o C >=0.60 s
‘£ 6| Definidas L >=1.01 ou Lv>=0.01 £
Indicadores de Qualidade | < 8 no Cv<=5.0 o
de Vida c2 Algoritmo Classes do Atributo Meta @
e ° 5| s>=001 . £
Dados Cadastrais E 2 2 = o = = 2
Z—=| Cv>=11 '3 = 3 2 £ Total k5
g o = X =
MQV* 2 36 0 1 0 0 8 9 25%
> D1 1 10
g D2 4 338
g D3 2 46
2 D4 3 163
g D5* 11 198000 0 0 1336 222 0 1558 | 0.79%
° ps 2 26
F1* 3 136 0 14 11 2 0 27 19,85%
F2 3 253
F3 5 1096
F4 3 269
F5 4 371
F6 3 161
F7 4 708
F8 3 214
F9 2 42
> F10 4 896
O |Fl11 2 29
S [F12 6 4366
2 |F13 4 787
;-)' F14 4 252
< [F15 2 36
F16* 4 755 0 18 49 6 0 73 9,67%
F17 3 110
F18 3 104
F19 5 2358
F20 3 281
F21 1 12
F22 6 481
F23 4 300
F24 2 26
QGQV* 4 730 0 0 25 43 0 68 9.32%
Sancao Disciplinar* 8 101166 Sim =35 35 0.01%
Disfuncdo Temporaria* 6 12599 Sim=11 11 0.09%
Total 14 327157 1781 0.5%

*Atributos selecionados através de medidas de Interesse Subjetivas.
Fonte: Santos (2007)
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As RA dos indicadores de QV e atributos cadastrais escolhidos para investigacao,
formam organizados em quadros e, ordenados por classes e por maior suporte (Exemplo:
Quadro 3), para facilitar as suas interpretacdes na etapa a seguir.

Quadro 3 — Regras de Associagdo com Conseqliente: Média de Qualidade de Vida(MQV)

MQV Antecedente>MQV(Suporte(S); Confianga(C); Lift(L); Leverage(Lv); Convic¢ao(Cv))
Excelente |
$=0.62
Bairro=0ficinas>MQV=Bom(S=0.056; C=0.93; L=1.5; Lv=0.02; Cv=2.85)
Bairro=Cara-Cara>MQV=Bom(S=0.023; C=1; 1.61; Lv=0.01; Cv=2.28)
Lotacdo=Colégio Agricola Estadual Augusto Ribas E Bairro=Uvaranas->MQV=Bom(S=0.023;
C=1; L=1.61; Lv=0.01; Cv=2.28)
Lotacdo=Secao de Paisagismo E Bairro=Uvaranas - MQV=Bom(S=0.019;C=1; L=1.61; Lv=
Bom 0.01; Cv=1.9) _ _
$=0.10 Lotacdo=Colégio Agricola Estadual Augusto Ribas> MQV=Bom(S=0.053; C=0.85; L=1.36;
’ Lv=0.01; Cv=1.65)
LotacAo=Laboratdrio Universitario de Andlises Clinicas>MQV=Bom(S=0.015;C=1; L=1.61,
Lv=0.01; Cv=1.52)
Bairro=Nucleo Pimentel > MQV=Bom(S=0.015; C=1; L=1.61; Lv=0.01; Cv=1.52)
Lotacdo=Departamento de Odontologia>MQV=Bom(S=0.053; C=0.79; L=1.27; Lv=0.01;
Cv=1.33)
S'\":%déi Lotacio=SecAo de Obras=>MQV=Médio(S=0.019; C=0.6; L=2.75; Lv=0.01; Cv=1.3)
Ruim -
$=0.005
Péssimo -
$=0.004
SR x
$=0.053

* |nexisténcia de padrbes com os valores minimos das Medidas de Interesse Objetivas adotadas.

Fonte: Santos (2007)

6.3.3 Interpretacédo dos Resultados

Para auxiliar na interpretacdo das RA, o ambiente WEKA permite configurar o
algoritmo para apresentar a frequéncia, na base de dados, de todos os elementos envolvidos
nas RA (consequentes ou antecedentes). Algumas dessas informacBes, como o suporte de
cada classe do elemento conseqiiente da RA, podem ser verificada na Quadro 3.

Nesta etapa as principais RA foram transformadas em Regras de Producdo, para
facilitar a sua interpretacdo, conforme o modelo a seguir:

SE

Lotagdo = Setor de Alimentagéo

ENTAO

D5 = Médio

Medidas de Interesse Objetivas (S =0.045; C =0.92; Cv =2.77)
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Esta RA indica que 4.5% dos servidores trabalham no Setor de Alimentagéo e, que
92% destes servidores tem o dominio de QV: Meio Ambiente classificado como Médio. E
que a possibilidade de um servidor ter a sua QV classificada como média € 2.77 vezes maior,
caso esteja lotado no Setor de Alimentagéo.

6.3.4 Aquisicao de Conhecimento

Na etapa de Aquisicdo de Conhecimento ocorre a transformacdo do conhecimento
implicito em explicito. Esta transformacdo ocorreu através da analise dos resultados dos
indicadores de QV e da interpretacdo das RA de associacéo.

A média da QV da amostra pode ser classificada, segundo a escala adotada, como
boa, mas percebe-se que pode ser melhorada em até 32,5%. Essa melhoria pode ser alcancada
inferindo inicialmente, nos piores indicadores de QV, entre eles, os mais preditivos. E,
posteriormente, nos fatores passiveis de inferéncias, apresentados nas RA como elementos
implicadores das piores classes de dos indicadores de QV.

O Aspecto Seguranca Fisica e Protecdo apresentou o prior indicador de QV do
Dominio Meio Ambiente.

Entre as facetas de QV, observa-se que o Aspecto Dor e Desconforto apresentou o
pior julgamento.

A partir da interpretacdo das RA selecionadas, sabe-se que existe um padrdo de
comportamento entre os individuos com os piores indicadores, que serdo descritos a seguir.

Os agentes universitarios que estdo lotados na Secdo de Obras merecem atencao
especial, pois obtiveram a menor classificacdo da MGQV com padrdo de comportamento.

Em relacdo as QGQV, que examinam as maneiras pelas quais uma pessoa avalia a
sua qualidade de vida, a menor classificacdo foi dada aos servidores: ocupantes da funcéo de
Ajudante Geral, que residem no Bairro de Uvaranas; lotados na Secdo Elétrica; lotados no
Setor de Alimentacdo que ocupavam a Funcdo de auxiliar de Cozinha e os residentes no
Bairro da Palmeirinha.

Os servidores que sofreram sancédo disciplinar e/ou ocupavam a funcdo de Ajudante
Geral e/ou que a funcdo exige determinadas competéncias (Agilidade e/ou Atencdo e/ou
Condicionamento Fisico e/ou Trabalho), possui a menor classificacio do Dominio Meio
Ambiente, com um padréo de comportamento.

Apresentaram o Aspecto Dor e Desconforto classificado como ruim, os servidores:
lotados no CAAR; que residem no Bairro Cara-Card; que recebem salario maximo de 3
salarios minimos e/ou estdo lotados na Secdo de Alimentacdo ou de Vigilancia ou no CAIC
e/ou residem no Bairro de Uvaranas.

Em relacdo ao Aspecto Seguranca Fisica e Protecdo, obtiveram a pior classificacdo
(F16 = ruim), os servidores: lotados na Secdo Elétrica ou Secdo de Obras ou Secdo de
Alimentacdo e/ou que residem nos Bairros: Cara-Car4, Palmeirinha e Uvaranas.

Observou-se, que alguns indicadores de QV poderiam estar contribuindo para a
ocorréncia de sancao disciplinar ou de disfungdo temporéria de servidores.

O Aspecto Recursos Financeiros e Cuidados de Saude e Sociais, classificados
respectivamente com ruim e péssimos; ou o aspecto Sentimentos Negativos e o Dominio
Nivel de Independéncia e/ou Dominio Meio Ambiente, classificados, respectivamente como
péssimo e médios, poderiam estar contribuindo na ocorréncia de uma sangéo disciplinar.

Observou-se que a combinagéo de pelo menos dois dos indicadores de QV a seguir,
poderiam estar contribuindo com a ocorréncia de um desvio de funcao temporaria do servidor:

— F11 - Dependéncia de medicagdo ou de tratamentos — médio;

— D3 - Nivel de independéncia — ruim;

— F1 - Dor e desconforto — ruim;
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— F18 - Recursos financeiros — ruim e;

— F12 - Capacidade de trabalho — péssimo;

Finalizando, observa-se que merecem atencdo especial dos responsaveis pela gestdo
de QV da instituicdo, principalmente, os servidores ocupantes das funcbes de Ajudante Geral
ou Cozinheiro; lotados na Secdo Elétrica ou Secdo de Obras ou Secdo de Alimentacdo; que
residem nos Bairros Cara-Cara ou Palmeirinha.

7. Conclusotes

As técnicas de Data Mining, mais especificamente, as técnicas de Regras de
Associacdo, podem ser utilizadas para complementar a analise dos resultados de um
instrumento de pesquisa estruturada para surveys, principalmente quando se dispde de muitos
dados adicionais e se deseja descobrir conhecimento implicito.

O planejamento e a utilizagdo combinada de medidas de interesse subjetivas e
objetivas sdo de extrema importancia para a economia de custos operacionais das tarefas de
KDD de descricao.

O uso de medidas de interesse, neste trabalho, reduziu o nimero de RA a serem
investigadas em 4,20% e 99.5%, através da respectiva utilizacdo de medidas de interesse
subjetivas e objetivas. Isto evidencia a importancia do processo de filtragem, principalmente,
através do uso das medidas de interesse objetivas; e do processo de planejamento, através das
medidas de interesse subjetivas.

Os seguintes padrbes de comportamento, potencialmente implicitos, dos agentes
universitarios da instituicdo objeto da avaliacdo de qualidade de vida foram evidenciados:

— A lotagdo do trabalhador € determinante na sua qualidade de vida, em seus

diferentes aspectos dominios;

— O bairro residencial interfere na maioria dos dominios e aspectos de QV, exceto
no Dominio Fisico e Aspecto Participacdo em oportunidades de recreacdo/ lazer.

— O salario e o periodo de férias interferem em alguns aspectos de qualidade de
vida;

— A exigéncia ou ndo de algumas competéncias da funcdo, também pode contribuir
na classificacdo da sua QV;

— As funcbes mais especificas, ocupadas na instituicdo, também possuem padrbes
de comportamento em relacdo a QV, principalmente no Dominio e Aspectos de
QV do Meio Ambiente.

— A ocorréncia de sancdo disciplinar contribui para a diminuicdo na qualidade de
vida no Dominio Meio Ambiente; e tem maiores chances de ocorrer, quando
alguns aspectos de Qualidade de Vida encontram-se classificados, como péssimo
ou ruim; e

— Uma disfuncéo temporéria tem maiores possibilidades de ocorrer, quando existe a
combinacéo de baixos indicadores de qualidade de vida.

Através desses resultados comprova-se a importancia do uso de técnicas de
Mineracdo de Dados, no monitoramento de fatores que possam estar interferindo nos
indicadores de Qualidade de Vida, pois com a utilizacdo apenas dos métodos estatisticos
propostos no instrumento WHOQOL, seria possivel apenas a identificacdo dos indices de QV
da amostra ou de determinados segmentos, enquanto através do uso das técnicas de Data
Mining, foi permitido identificar entre os dados disponiveis, fatores que contribuem na
predicdo dos indicadores de qualidade de vida.

O produto de um processo de KDD, quando aplicado em um instrumento de
avaliacdo de qualidade de vida, poderd auxiliar os gestores de qualidade de vida da instituigdo
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em suas tomadas de decisGes. Assim como, realizacdo de treinamentos, acompanhamento
psicoldgico, assisténcia social e outras tarefas, com focos mais precisos podem ser aplicadas.
A utilizacdo das técnicas de Data Mining podera contribuir na elaboracdo de
instrumentos mais especificos para determinados grupos ou culturas. E, também, podem ser
utilizadas para definir questdes de re-testes para avaliar a eficiéncia de inferéncias pontuais.
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